Лабораторная работа 5
К-ближайших соседей. Примеры. 

Реализовать классификацию данных с использованием метода K-ближайших соседей (KNN) и оценить точность модели.
Описание задачи:
1. Загрузить или сгенерировать набор данных, содержащий несколько классов.
2. Разделить данные на обучающую и тестовую выборки.
3. Применить метод K-ближайших соседей для классификации.
4. Оценить точность модели с использованием метрик (например, точности accuracy).
5. Визуализировать результаты классификации.
Требования к реализации:
· Использовать библиотеку sklearn для метода KNN.
· Разделить данные на обучающую и тестовую выборки (например, 80%/20%).
· Построить график зависимости точности модели от количества соседей k.
· Визуализировать классификацию на тестовых данных.

import numpy as np
import matplotlib.pyplot as plt
from sklearn.model_selection import train_test_split
from sklearn.neighbors import KNeighborsClassifier
from sklearn.datasets import make_classification
from sklearn.metrics import accuracy_score

# Генерация синтетического набора данных
X, y = make_classification(n_samples=500, n_features=2, n_classes=2, 
                           n_clusters_per_class=1, random_state=42)

# Разделение данных на обучающую (80%) и тестовую (20%) выборки
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.2, random_state=42)

# Выбор оптимального k (анализ точности)
accuracy_scores = []
k_values = range(1, 21)

for k in k_values:
    knn = KNeighborsClassifier(n_neighbors=k)
    knn.fit(X_train, y_train)
    y_pred = knn.predict(X_test)
    accuracy_scores.append(accuracy_score(y_test, y_pred))

# График зависимости точности от k
plt.figure(figsize=(8, 5))
plt.plot(k_values, accuracy_scores, marker='o')
plt.xlabel("Число соседей (k)")
plt.ylabel("Точность классификации")
plt.title("Выбор оптимального k для KNN")
plt.show()

# Оптимальное k (максимальная точность)
optimal_k = k_values[np.argmax(accuracy_scores)]
print(f"Оптимальное k: {optimal_k}")

# Построение модели с лучшим k
knn = KNeighborsClassifier(n_neighbors=optimal_k)
knn.fit(X_train, y_train)

# Предсказание на тестовых данных
y_pred = knn.predict(X_test)

# Оценка точности
accuracy = accuracy_score(y_test, y_pred)
print(f"Точность модели: {accuracy:.2f}")

# Визуализация результатов классификации
plt.figure(figsize=(8, 5))
plt.scatter(X_test[:, 0], X_test[:, 1], c=y_pred, cmap='coolwarm', alpha=0.7, edgecolors='k')
plt.xlabel("Признак 1")
plt.ylabel("Признак 2")
plt.title(f"Результаты классификации (k={optimal_k})")
plt.show()

Описание метрик классификации: Accuracy, Precision, Recall, F1-score
При оценке качества модели классификации важно использовать несколько метрик, так как одна метрика может не давать полного представления о работе модели. Рассмотрим ключевые метрики:
Accuracy (доля правильных предсказаний) показывает, сколько объектов из всех были классифицированы верно.
Вычисляется как отношение количества верных предсказаний к общему числу примеров:


TP (True Positive) — истинно положительные (верно предсказанные положительные классы).
TN (True Negative) — истинно отрицательные (верно предсказанные отрицательные классы).
FP (False Positive) — ложно положительные (ошибочно отнесены к положительному классу).
FN (False Negative) — ложно отрицательные (ошибочно отнесены к отрицательному классу).
Precision измеряет, какая доля предсказанных положительных примеров действительно является положительной.


Recall показывает, насколько хорошо модель находит все положительные примеры.


F1-score — это баланс между Precision и Recall.
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